
 

МІНІСТЕРСТВО ОСВІТИ І НАУКИ УКРАЇНИ 

НАЦІОНАЛЬНИЙ ТЕХНІЧНИЙ УНІВЕРСИТЕТ 

«ХАРКІВСЬКИЙ ПОЛІТЕХНІЧНИЙ ІНСТИТУТ» 

Інститут комп’ютерних наук та інформаційних технологій 

Кафедра  системного аналізу та інформаційно-аналітичних технологій 

Спеціальність 124 Системний аналіз 

Освітня програма Системний аналіз і управління 

 

До захисту допускаю 

 
Завідувачка кафедри 

 
Тетяна АЛЕКСАНДРОВА  

 
__.06.2025 р. 

КВАЛІФІКАЦІЙНА РОБОТА 

першого (бакалаврського) рівня вищої освіти 

Тема роботи «Розробка програмного забезпечення формування контурного 

зображення» 

 

 

Шифр роботи КН-621.2  

Виконавниця  Бузюк Анна Андріївна 

Керівник  старший викладач Кожин Юрій Миколайович 

Харків 2025 



 

Назва виробу, 

об’єкта або теми 
Назва документа 

Фор-

мат 

Кільк. 

арк. 

Приміт-

ка 

     

 Документи загальні    

     

 Завдання на кваліфікаційну А4 1  

 роботу    

 Пояснювальна записка  А4 61  

 до кваліфікаційної роботи    

     

 Ілюстративні матеріали    

     

Розробка програмного  Презентація    

забезпечення формування      

контурного зображення  А4 12  

     

     

     

     

     

     

     

     

     

     

     

     

    
КН-621.2 ВД     

 Прізвище Підп. Дата 

Розроб. Бузюк   
Розробка програмного 

забезпечення формування 

контурного зображення.  

Відомість документів 

Літ. 

 

Арк. Аркушів 

Перев. Кожин   К Р Б 2 1 
Н.контр. Кожин   НТУ «ХПІ» 

ННІ КН 

Кафедра САІТ 

Затв. Александрова   
    



 

МІНІСТЕРСТВО ОСВІТИ І НАУКИ УКРАЇНИ 

НАЦІОНАЛЬНИЙ ТЕХНІЧНИЙ УНІВЕРСИТЕТ 

«ХАРКІВСЬКИЙ ПОЛІТЕХНІЧНИЙ ІНСТИТУТ» 

Інститут комп’ютерних наук та інформаційних технологій 

Кафедра системного аналізу та інформаційно-аналітичних технологій 

Рівень вищої освіти перший (бакалаврський) 

Спеціальність 124 Системний аналіз 

Освітня програма Системний аналіз і управління 

 

ЗАТВЕРДЖУЮ 

 
Завідувачка кафедри               

 
Тетяна АЛЕКСАНДРОВА 

 
05.03.2025 р. 

З А В Д А Н Н Я  

НА КВАЛІФІКАЦІЙНУ РОБОТУ ЗДОБУВАЧЦІ 

Бузюк Анні Андріївні 
 

1. Тема роботи Розробка програмного забезпечення формування контурного 

зображення 

Керівник роботи Кожин Юрій Миколайович, старший викладач 

затверджені наказом закладу вищої освіти від 21 квітня 2025 р. № 581 

2. Термін подання здобувачкою роботи 16.06.2025 

3. Вихідні дані для роботи: Початковий список літератури за темою роботи. 

Методи та засоби ідентифікації та класифікації об’єктів за характерними 

точками їх контурів. 

 

  



4. Перелік питань, які потрібно розробити у пояснювальній записці: 

Теоретичне обґрунтування задачі сегментації зображень у контексті цифрової 

обробки. Класифікація та порівняльний аналіз методів сегментації: класичні  

алгоритми (градієнтні, порогові методи). 

Розробка алгоритму програмного забезпечення для формування контурного 

зображення. Тестування роботи програмного забезпечення на різних типах  

зображень.  

5. Перелік графічного матеріалу: 

Презентація: 12 слайдів 

 

6. Консультанти розділів роботи 

Розділ 
Прізвище, ініціали та посада 

консультанта 

Підпис, дата 

завдання 

видав 

завдання 

прийняв 

Економічне    

обґрунтування    

Охорона праці та    

навколишнього    

середовища    

    

 

 

 

 

 

Розділ Прізвище, ініціали та посада консультантаПідпис, дата 

  завдання видав завдання прийняв 

Економічне    

обґрунтування    

Охорона праці та    

навколишнього    

середовища    

    

 

7. Дата видачі завдання 05 березня 2025 р. 

 

7. Дата видачі завдання 05 березня 2025 р. 

 

 

 

КАЛЕНДАРНИЙ ПЛАН 

 

Номер 

етапу 
Назва етапів кваліфікаційної роботи 

Строк 

виконання 

етапів роботи 

Примітки 

1 Вибір теми, постановка проблем і завдань 05.03.2025  

2 Добір і опрацювання джерел інформації 15.05.2025  

3 Підготовка і виконання пояснювальної записки 09.06.2025  

4 Складання відомості документів 10.06.2025  

5 Виконання демонстраційних матеріалів 10.06.2025  

6 Подання роботи на перевірку ступеня запозичення  10.06.2025  

7 Подання роботи на допуск до захисту 11.06.2025  

8 Захист роботи 16.06.2025  

    
 

Здобувачка    Анна БУЗЮК 
     

Керівник роботи  
 

  Юрій КОЖИН 



   
 

 

МІНІСТЕРСТВО ОСВІТИ І НАУКИ УКРАЇНИ 

НАЦІОНАЛЬНИЙ ТЕХНІЧНИЙ УНІВЕРСИТЕТ 

«ХАРКІВСЬКИЙ ПОЛІТЕХНІЧНИЙ ІНСТИТУТ» 

Інститут комп’ютерних наук та інформаційних технологій 

Кафедра  системного аналізу та інформаційно-аналітичних технологій 

Спеціальність 124 Системний аналіз 

Освітня програма Системний аналіз і управління 

ПОЯСНЮВАЛЬНА ЗАПИСКА 

до кваліфікаційної роботи 

першого (бакалаврського) рівня вищої освіти 
 

на тему «Розробка програмного забезпечення формування контурного 

зображення» 

 

 

 

 

 Виконала здобувачка 4 курсу, групи КН-621 

 Анна БУЗЮК 

  

 Керівник Юрій КОЖИН 
   

 Нормоконтроль Юрій КОЖИН 
   

 

  
   

Харків 2025 



   
 

РЕФЕРАТ 

Пояснювальна записка до кваліфікаційної роботи: 61 с., 26 рис., 2 табл., 11 

джерел, 1 додаток. 

 

Ключові слова: ГРАДІЄНТНІ ОПЕРАТОРИ, КОНТУРНЕ 

ПРЕДСТАВЛЕННЯ, МЕТОД НІБЛЕКА, MLPCLASSIFIER, НЕЙРОННА 

МЕРЕЖА, ОБРОБКА ЗОБРАЖЕНЬ, ОПЕРАТОР СОБЕЛЯ, OPENCV, 

ПЕРСЕПТРОН, PYTHON, СЕГМЕНТАЦІЯ ЗОБРАЖЕНЬ. 

 

Об’єкт дослідження: цифрові зображення, що підлягають сегментації та 

контурному аналізу. 

Мета роботи: розробка програмного забезпечення для формування 

контурного зображення на основі поєднання класичних градієнтних методів та 

штучної нейронної мережі типу багатошарового персептрона. 

Методи: градієнтні оператори (Собеля, Прюітта, Робертса), метод Ніблека, 

згорткові фільтри, кластеризація (K-means, C-means), багатошаровий персептрон 

(MLPClassifier), бібліотеки Python (OpenCV, NumPy, scikit-learn), навчання в 

режимах on-line та off-line. 

Результати: реалізовано повноцінний програмний модуль сегментації 

зображень; виконано побудову еталонної контурної маски, формування ознак, 

навчання нейронної мережі та прогнозування контурів. Отримано високий 

рівень точності сегментації (F1 > 0.97) на основі навчання за контурною маскою 

Ніблека. Запропонована модель довела ефективність поєднання класичних 

алгоритмів з машинним навчанням для задач комп’ютерного зору. 

 



   
 

ABSTRACT 

Explanatory note to the qualifying work: 61 p., 26 pic., 2 table, 11 source, 1 appl. 

 

Keywords: GRADIENT OPERATORS, CONTOUR REPRESENTATION, 

NIBELIAN METHOD, MLPCLASSIFIER, NEURAL NETWORK, IMAGE 

PROCESSING, SOBEL OPERATOR, OPENCV, PERCEPTRON, PYTHON, 

IMAGE SEGMENTATION 

 

Object of research: digital images subject to segmentation and contour analysis. 

Purpose: to develop software for contour image formation based on a 

combination of classical gradient methods and an artificial neural network such as a 

multilayer perceptron. 

Methods: gradient operators (Sobel, Pruitt, Roberts), Nibel's method, 

convolutional filters, clustering (K-means, C-means), multilayer perceptron 

(MLPClassifier), Python libraries (OpenCV, NumPy, scikit-learn), on-line and off-line 

training. 

Results: A full-fledged image segmentation software module was implemented; 

a reference contour mask was built, features were generated, a neural network was 

trained, and contours were predicted. A high level of segmentation accuracy (F1 > 

0.97) was obtained based on training with the Nibelök contour mask. The proposed 

model proved the effectiveness of combining classical algorithms with machine 

learning for computer vision tasks. 
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ПЕРЕЛІК ПОЗНАК І СКОРОЧЕНЬ 

ВНН ваговий нейронний навчальний 

ПЗ програмне забезпечення 

РП рецепторне поле 

MLP багатошаровий персептрон (англ. Multi-Layer Perceptron 

OpenCV бібліотека для комп’ютерного зору (англ. Open Source Computer 

Vision Library) 

Python мова програмування високого рівня 

ReLU функція активації «Rectified Linear Unit» 

RMSE середньоквадратичне відхилення (англ. Root Mean Square Error) 

TP правильне позитивне передбачення (True Positive) 
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ВСТУП 

Розвиток засобів комп’ютерної техніки, комп’ютерного зору, штучного 

інтелекту та автоматизованих систем керування зумовив зростання попиту на 

програмні рішення для розпізнавання та обробки зображень. Одним із ключових 

завдань цифрової обробки зображень є формування контурного зображення, що 

дозволяє виділити межі об’єктів та спростити подальше розпізнавання, 

класифікацію або відстеження. Контури відіграють вирішальну роль в 

ідентифікації об’єктів, оскільки саме межі є найбільш інформативними 

характеристиками. Завдяки контурному представленню можна зменшити обсяг 

оброблюваних даних, зберігаючи важливу структурну інформацію. Це особливо 

актуально в умовах обмежених ресурсів або потреби в реальному часі. 

Метою даної бакалаврської роботи є розробка програмного забезпечення 

для формування контурного зображення із застосуванням традиційних 

градієнтних методів та штучної нейронної мережі типу персептрон. Реалізацію 

передбачено засобами мови Python з використанням бібліотеки OpenCV, а також 

візуалізацією результатів у вигляді графіків і зображень. 

Для досягнення поставленої мети необхідно вирішити такі завдання: 

– здійснити теоретичний аналіз методів формування контурного 

зображення; 

– реалізувати градієнтні оператори (Собеля, Прюітта, Робертса); 

– побудувати багатошаровий персептрон для детекції контурів; 

– провести тестування розробленої системи; 

– виконати порівняльний аналіз отриманих результатів. 

Об’єкт дослідження – цифрові зображення. 

Предмет дослідження – методи формування контурного представлення 

зображень на основі нейронних мереж та градієнтного аналізу. 

Запропоноване рішення може бути використане в системах цифрової 

обробки зображень для задач контурного аналізу й сегментації.  
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1 АНАЛІЗ МЕТОДІВ ФОРМУВАННЯ КОНТУРІВ ЗОБРАЖЕННЯ  

1.1 Основні визначення та поняття теорії контурного аналізу  

Контури виступають у ролі меж або розділових ліній між однорідними 

областями та являються інформативними ознаками для ідентифікації, 

класифікації та подальшої інтерпретації візуального контенту. Їхня детекція 

сприяє створенню точнішої моделі зображення, що, у свою чергу, забезпечує 

можливість автоматизації низки завдань, пов’язаних з обробкою та аналізом 

візуальних даних. 

Виявлення контурів у цифрових зображеннях є складною проблемою, 

обумовленою наявністю численних детекторів із різними характеристиками, 

чутливими до параметрів самого зображення (зокрема шуму, ступеня 

розмитості, однорідності, рівня деталізації та ентропії) і до конфігурації обраних 

методів. 

Контурні лінії, як правило, відповідають областям із різкими змінами 

яскравості пікселів, що відображають границі між різними об'єктами в 

зображенні. Їх ідентифікація має вирішальне значення для аналізу складних 

сцен, де важливо не лише виявити наявність об’єктів, але й оцінити їх взаємне 

просторове розміщення та характер взаємодії. Застосування методів контурного 

аналізу є актуальним у задачах сегментації, автоматичного розпізнавання 

об’єктів, реконструкції тривимірних структур та оцінювання геометричних 

властивостей об’єктів у зображенні. 

Концепція опису зображень шляхом аналізу контурів базується на 

припущенні, що межі об’єктів у зображенні відповідають значним градієнтам 

яскравості або змінам у кольоровій структурі. Це дозволяє ідентифікувати 

суттєві просторові та структурні елементи сцени. Виявлення контурів не 

обмежується лише детекцією меж; воно також включає класифікацію типів 

контурів та оцінювання геометричних характеристик об’єктів, таких як форма, 

розміри, орієнтація, що має визначальне значення для задач розпізнавання 

образів і візуального трекінгу. 
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Процес виявлення країв виступає важливою складовою пошуку зображень 

на основі вмісту. Проте через значну кількість існуючих алгоритмів і фільтрів 

визначення найбільш придатного методу є нетривіальним, з огляду на 

відсутність універсального підходу, що демонструє високу ефективність за будь-

яких умов. Більшість детекторів контурів функціонують на основі аналізу 

зображення в цілому, не враховуючи особливості локальних регіонів або типів 

елементів у структурі сцени. 

Ефективне виявлення контурів потребує попереднього вивчення 

доступних методів та оцінювання їхньої чутливості до характеристик 

зображення, зокрема джерела походження (синтетичне чи реальне), наявності 

шумів, ступеня розмитості, а також спектрального складу (низько- чи 

високочастотні області). На основі аналізу цих чинників доцільно сформулювати 

рекомендації щодо вибору евристичних детекторів контурів. 

Контурне виділення, як правило, виконується на етапі попередньої 

обробки зображень з метою полегшення подальшого аналізу. Воно дозволяє 

покращити візуалізацію маловиражених границь, локалізувати об’єкти, 

виконувати пошук за вмістом або реконструювати сцени у тривимірному 

просторі. Для такого типу завдань виявлення меж об’єктів є критичним, оскільки 

забезпечує основу для їх розпізнавання чи просторової реконструкції. 

Проте значна кількість існуючих підходів до виявлення контурів та 

індивідуальні особливості кожного з них вимагають ретельного підбору методу 

відповідно до властивостей вхідного зображення. Важливими критеріями такого 

вибору є рівень шуму, чіткість контурів, їх безперервність та однорідність. Через 

значну кількість параметрів і взаємозалежностей прийняття обґрунтованого 

рішення щодо оптимального методу часто є складним і суб’єктивним без 

проведення детального порівняльного аналізу [1]. 

Контури на зображеннях можуть інтерпретуватись різними способами. 

Зокрема, можливим є аналіз за трьома основними підходами, що проілюстровані 

на рисунку 1.1 [2]. 
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Рисунок 1.1 – Класифікація підходів виявлення країв 

 

Границю можна розглядати як різку зміну інтенсивності зображення. Існує 

декілька типів варіацій. На рисунку 1.2 наведено різні профілі контурів: 

сходинка, пандус, дах, вершина. 

 

 

Рисунок 1.2 – Приклади профілів границь об’єктів (сходинка, пандус, дах, 

вершина) 

 

Іншим підходом, тісно пов’язаним із традиційною градієнтною детекцією, 

є інтерпретація контурів як меж між ділянками з різними кольоровими 

характеристиками. У цьому контексті контури трактуються як різкі переходи у 

колірному просторі. Ще одним ефективним методом є перехід до частотної 

області аналізу, де зображення розглядається як двовимірний сигнал, і межі 

визначаються як локалізовані області з високим просторовим частотним 

вмістом. Для цього використовуються, зокрема, перетворення Фур’є або 

вейвлет-перетворення. У такому підході край є областю з високочастотними 

компонентами сигналу. Проте, незважаючи на формальну точність, ці методи 

іноді не здатні забезпечити повноцінне виявлення контурів, оскільки людський 
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зір здатен реконструювати приховані або нечіткі контури, використовуючи 

контекстуальне знання та зорові евристики. 

Найбільш поширеним методом виділення контурів у цифрових 

зображеннях є аналіз градієнта інтенсивності. Одним із найефективніших 

алгоритмів є алгоритм Канні, який забезпечує високу точність завдяки 

використанню багатоступеневого процесу: згладжування зображення для 

зменшення шуму, обчислення градієнтів, придушення немаксимумів та 

застосування подвійного порогу з подальшою трасуванням контурів. Метод 

Канні ефективно виявляє границі об’єктів навіть у зображеннях зі складною 

текстурою або багаторівневою структурою. 

Процес опису зображень на основі контурів часто включає етап 

сегментації, що передбачає розподіл зображення на відокремлені області, кожна 

з яких відповідає окремому об’єкту або його частині. Для цього застосовуються 

методи, що ґрунтуються на контурних ознаках, оскільки вони дозволяють з 

високою точністю ідентифікувати межі та структури. Наприклад, у медичній 

візуалізації аналіз контурів використовується для виділення органів і 

анатомічних утворень, що, своєю чергою, сприяє точній діагностиці та 

виявленню патологій. 

Крім того, сучасні підходи передбачають поєднання контурного аналізу з 

іншими методами обробки зображень, зокрема з аналізом текстурних або 

кольорових характеристик. Це особливо актуально у випадках, коли контури є 

розмитими або слабо вираженими через низьку якість зображення або 

нестабільні умови освітлення. Комбінування контурних ознак з іншими 

дескрипторами, такими як ознаки текстури або глибини, дозволяє досягти 

більшої надійності й точності в задачах опису візуального контенту. 

Для забезпечення високої якості виявлення контурів доцільно 

дотримуватися низки формальних критеріїв: 

1) товщина контуру має відповідати одному пікселю, що дозволяє 

уникнути розмиття меж і покращити точність подальшої обробки; 
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2) безперервність контурів є критично важливою – контур повинен 

містити принаймні два пікселі, оскільки одинарні пікселі часто інтерпретуються 

як шум; 

3) структурна зв’язність – бажано, щоб щонайменше 90% контурів були 

пов’язані з іншими, формуючи цілісні структури, тоді як лише незначна частина 

може утворювати відкриті кінці;  

4) взаємне розташування – різні контури не повинні безпосередньо 

прилягати один до одного по всій довжині, для коректної ідентифікації між 

сусідніми контурами має залишатися принаймні один піксель інтервалу. 

Одним із ключових аспектів застосування контурного аналізу в описі 

зображень є проблема масштабованості та адаптивності алгоритмів до різних 

типів вхідних даних. Оскільки контур є похідною від просторового розподілу 

інтенсивності пікселів, що, своєю чергою, залежить від роздільної здатності, 

шумового рівня та змістового контексту зображення, виникає необхідність у 

модифікації параметрів алгоритмів детекції відповідно до умов їх застосування. 

Зокрема, при роботі з низькороздільними або зашумленими зображеннями 

доцільно впроваджувати попередню фільтрацію, нормалізацію яскравості чи 

згладжування, які сприяють зменшенню похибок і підвищенню достовірності 

результатів детекції контурів. 

Особливий інтерес становить інтеграція контурного опису зображень у 

сучасні підходи машинного навчання та штучного інтелекту. У цьому контексті 

контури виступають ефективними дескрипторами для навчання моделей 

глибокого навчання, зокрема у задачах автоматичної класифікації та 

розпізнавання візуальних об’єктів. Застосування штучних нейронних мереж для 

виявлення та інтерпретації контурів дає змогу значно підвищити продуктивність 

систем комп’ютерного зору, дозволяючи не лише локалізувати межі об’єктів, а й 

проводити подальший аналіз просторово-структурних характеристик 

зображення. 

Таким чином, використання контурного аналізу як інструменту опису 

цифрових зображень є комплексною та багатоаспектною задачею, що вимагає 



  10 
 

врахування як технічних характеристик зображення, так і цілей подальшої 

інтерпретації даних. Застосування контурів у системах обробки зображень 

забезпечує точне та ефективне подання об’єктів сцени, створюючи основу для 

подальших етапів аналізу – таких як сегментація, класифікація, розпізнавання 

або візуальне відстеження. У зв’язку з постійним удосконаленням 

алгоритмічного забезпечення, контурні методи зберігають актуальність і 

демонструють значний потенціал у широкому спектрі галузей – від медичної 

діагностики до індустріальних систем автоматизації та автономної 

робототехніки. 

 

1.2 Градієнтні методи виділення  

Значна частина методів розпізнавання зображень ґрунтується на виявленні 

країв, оскільки такі підходи малочутливі до змін загальної освітленості сцени. 

Виявлення країв дозволяє ідентифікувати зони з різкими переходами – 

контрастами або градієнтами. Контраст, тобто різниця у яскравості, особливо 

чітко проявляється на межах об’єктів, де змінюється яскравість між фоном і 

самими об’єктами. Подібний механізм спостерігається й у роботі людського 

зору, яке також визначає межі об’єктів на основі перепадів яскравості. 

Градієнт зображення розглядаючи саме зображення як функцію двох 

змінних ( )yxf , ) обчислюється за наступною формулою :  

 

𝛻𝑓 = [
𝜕𝑓

𝜕𝑥
,

𝜕𝑓

𝜕𝑦
],                                                          (1.1)  

 

де 𝛻𝑓 позначає градієнт (тобто вектор часткових похідних);  
𝜕𝑓

𝜕𝑥
 та 

𝜕𝑓

𝜕𝑦
 –  часткові 

похідні. 

Градієнт вказує напрям найшвидшої зміни інтенсивності яскравості 

(рис.1.3). 
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Рисунок 1.3 – Напрямок градієнта 

 

Напрямок градієнта обчислюється за формулою : 

 

𝜃 = 𝑎𝑟𝑐𝑡𝑎𝑛 (

𝜕𝑓

𝜕𝑦
𝜕𝑓

𝜕𝑥

⁄ ).                                                  (1.2) 

«Сила» краю визначається величиною градієнта  

 

‖𝛻𝑓‖ = √(
𝜕𝑓

𝜕𝑥
)

2
+ (

𝜕𝑓

𝜕𝑦
)

2
,                                            (1.3) 

де ‖𝛻𝑓‖ позначає Евклідову норму. Вона визначає довжину вектора градієнта, 

тобто міру інтенсивності зміни яскравості у даній точці. 

Існує два основні способи обчислення похідної для цифрового зображення 

( )yxf , : 

1) перетворити зображення на неперервну функцію, а потім обчислити 

градієнт – такий підхід є теоретично можливим, але практично нездійсненним, 

оскільки комп’ютер оперує лише з дискретними цифровими даними. 

2) обчислити дискретну похідну: 

 

     yxfyxfyx
x

f
,,1, −+




                                   (1.4) 
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Горизонтальний оператор виявляє зміни яскравості у горизонтальному 

напрямку. 

 

MyNxPPEx yxyxyx ,1;1,1,1,, −−= + ,                         (1.5) 

 

де yxEx , – межа по вертикалі; yxP ,  – яркість у точці х, у; yxP ,1+  – яскравість у 

наступній точці картинки по горизонталі; N  – ширина зображення в пікселях; 

M  – висота зображення в пікселях.  

Коли між двома горизонтальними точками є різниця, тоді виявляється 

вертикальний край. 

 

 

 

Рисунок 1.4 – Робота горизонтального оператора 

 

Пояснимо рисунок 1.4, наприкінці біла смуга, тому що останню крапку 

матриця не захопила і залишила як є. Фон став чорним, тому що якщо з білого 

кольору прибрати білий, то залишиться чорний колір. 

Щоб виявляти горизонтальні краї(рис.1.5), потрібно порівнювати точки по 

вертикалі. 

 

1,1;,11,,, −−= + MyNxPPEy yxyxyx  ,                    (1.6) 
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де yxEy , – край по горизонталі; yxP ,  – яркість у точці х, у; 1, +yxP  – яскравість у 

наступній точці картинки по вертикалі; N  – ширина зображення в пікселях; M  

– висота зображення в пікселях. 

 

 

 

Рисунок 1.5 – Робота вертикального оператора 

 

На рис. 1.5. унизу біла смуга, бо останній елемент не врахований (інкше 

потрібно було залізти за «край» зображення). 

Якщо об'єднати вертикальний оператор із горизонтальним, то отримаємо 

оператор, який може визначати як вертикальні, так і горизонтальні краї: 

 

 𝐸𝑥,𝑦 = |𝑃𝑥,𝑦 − 𝑃𝑥+1,𝑦 + 𝑃𝑥,𝑦 − 𝑃𝑥,𝑦+1|∀𝑥 ∈ 1, 𝑁 − 1; 𝑦 ∈ 1, 𝑀 − 1  (1.7)  

 

або ж, якщо спростити: 

 𝐸𝑥,𝑦 = |2𝑃𝑥,𝑦 − 𝑃𝑥+1,𝑦 − 𝑃𝑥,𝑦+1|∀𝑥 ∈ 1, 𝑁 − 1; 𝑦 ∈ 1, 𝑀 − 1  (1.8) 

За формулою 1.8 можна побудувати матрицю-шаблон, за допомогою якої 

згортати зображення, для виділення вертикальних і горизонтальних країв: 
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[
2 −1

−1 0
] 

1.2.1 Оператор Робертса  

Оператор Робертса вважається одним із перших дискретних 

диференціальних операторів, що застосовуються для виявлення контурів у 

зображеннях у сфері комп’ютерного зору. Ефективність цього підходу залежить 

від чіткості меж об'єктів на зображенні та мінімального рівня шуму на фоні. 

Метод спрямований на виявлення змін яскравості вздовж діагоналей. Його 

ключова перевага полягає в простоті реалізації: фільтри мають невеликий розмір 

і складаються з цілих чисел.  

𝐺𝑥 =  [
1 0
0 −1

] ∙ 𝐴  та  𝐺𝑦 = [
0 1

−1 0
] ∙ 𝐴. 

 

1.2.2 Оператор Прюітта 

Оператор Прюітта визначає напрям локальної границі в кожному пікселі, 

обчислюючи максимальний відгук за допомогою набору згорткових фільтрів. 

Для цього застосовуються два 3×3 фільтри, що дозволяють оцінити похідні 

зображення вздовж горизонтальної та вертикальної осей шляхом згортки з 

вхідним зображенням [3]:  

 

𝐺𝑥 =  [
−1 0 1
−1 0 1
−1 0 1

] ∙ 𝐴 та 𝐺𝑦 = [
−1 −1 −1
0 0 0
1 1 1

] ∙ 𝐴. 

 

1.2.3 Оператор Собеля 

Оператор Собеля належить до дискретних диференціальних методів і 

застосовується для оцінки градієнта або його норми на основі яскравісних 

характеристик зображення. Його реалізація передбачає згортку зображення з 

невеликими цілочисельними фільтрами, орієнтованими по вертикалі та 

горизонталі. Незважаючи на простоту, обчислення градієнта за цим методом є 
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лише наближеним, особливо у зонах з високою частотою зміни інтенсивності. 

Для цього використовуються відповідні фільтри: 

 

𝐺𝑥 =  [
−1 0 1
−2 0 2
−1 0 1

] ∙ 𝐴 та 𝐺𝑦 = [
1 2 1
0 0 0

−1 −2 −1
] ∙ 𝐴. 

 

Координата x зростає «направо», а y – «вниз». Для кожного пікселя 

зображення значення градієнта визначають шляхом наближеного розрахунку 

часткових похідних. Градієнтні підходи добре справляються з виділенням 

контурів на зображеннях із чітко вираженими межами, однак їх ефективність 

знижується у присутності шумів або при поганій якості зображення. У подібних 

ситуаціях доцільно перед використанням градієнтного оператора виконати 

згладжування, наприклад, застосовуючи фільтр Гауса. До того ж, у багатьох 

сучасних алгоритмах обробки зображень градієнтні методи виступають 

початковим етапом, як це реалізовано, зокрема, в алгоритмі Кенні. 

1.2.4 Оператор Кенні 

Алгоритм Кенні виконує послідовність операцій для виявлення контурів 

зображення: 

– попереднє згладжування – для зменшення впливу шумів на вхідне 

зображення застосовується фільтр гауса з параметром σ = 1.4; 

– обчислення градієнтів – визначення зон з найінтенсивнішими змінами 

яскравості. оскільки контури можуть мати різні орієнтації, використовуються 

чотири фільтри для виявлення горизонтальних, вертикальних та діагональних 

країв. кут нахилу градієнта апроксимується до одного з таких значень: 0°, 45°, 

90°, 135°; 

– виділення локальних максимумів – контури фіксуються лише в тих 

точках, де градієнт досягає локального максимуму; 

– застосування подвійного порогу – використовується два порогових 

значення для класифікації країв як слабких або сильних; 
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– трасування зв’язних областей – остаточні контури формуються шляхом 

збереження лише тих слабких країв, які безпосередньо пов’язані зі сильними, а 

всі інші усуваються. 

 

1.3 Методи нарощування областей  

Метод вододілу є одним з ефективних засобів сегментації зображень, що 

реалізує принцип поступового об’єднання пікселів у регіони на основі 

визначених критеріїв подібності. Його робота спирається на три основні етапи: 

заповнення простору, порогову фільтрацію та регіональний аналіз. Завдяки цим 

підходам метод дозволяє досягти чітких, стабільних і суцільних меж об’єктів, а 

також враховує додаткові параметри при визначенні сегментів. 

В основі цього підходу лежить уявлення зображення як топографічної 

карти, де яскравість пікселів відповідає висоті рельєфу. У цій інтерпретації 

виділяють три основні категорії точок: локальні мінімуми (вважаються початком 

процесу «затоплення»), схили (ділянки, з яких вода стікає до мінімумів), та 

гребені (межі, що розділяють сусідні області). Завдання алгоритму – побудувати 

так звані лінії вододілу, які виникають у місцях потенційного злиття потоків із 

різних джерел, і саме вони слугують межами сегментів. 

Алгоритм виконується поетапно: 

1)  початок «затоплення» від локальних мінімумів яскравості; 

2)  встановлення перегородок у місцях можливого злиття потоків із різних 

мінімумів; 

3)  завершення процесу із формуванням ліній, що відокремлюють 

сегменти. 

У результаті виконання алгоритму отримуємо межі між областями 

зображення, які чітко окреслюють об’єкти та забезпечують точну сегментацію. 

Концепція регіонального нарощування як метод сегментації полягає в 

поступовому формуванні областей зображення шляхом приєднання до 

початкового пікселя – так званого «ядра кристалізації» – сусідніх пікселів, які 

мають подібні властивості, наприклад, яскравість або колір. На кожному етапі 
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потенційні пікселі включаються до регіону, якщо задовольняють визначеним 

умовам однорідності. Найчастіше такими критеріями є порогові значення або 

статистичні обмеження, зокрема допуск на дисперсію яскравості чи перевірка на 

відповідність нормальному розподілу. 

Хоча метод є концептуально простим, його ефективність значною мірою 

залежить від коректного вибору початкових пікселів. Якщо попередньо вже було 

здійснено контурне виділення або первинну сегментацію, ініціалізація процесу 

не викликає труднощів. У протилежному випадку необхідне використання 

додаткової інформації або апріорних знань про зображувані об’єкти. Ще однією 

складністю є встановлення чітких умов завершення розширення регіону, 

особливо при слабкому контрасті між об’єктом і фоном. 

На практиці нерідко використовуються комбіновані методи, в яких 

початкове розбиття зображення на дрібні ділянки супроводжується їх наступним 

об’єднанням або, навпаки, подрібненням – такий підхід відомий як стратегія 

поділу та злиття. Основною проблемою при цьому залишається обмеженість 

точності критеріїв оцінки однорідності. Водночас, на відміну від контурних 

методів, які базуються на різких змінах яскравості або кольору, підходи, що 

орієнтуються на аналіз регіонів, враховують комплексні характеристики ділянок, 

що особливо корисно в умовах складної сцени або неоднорідного фону [4]. 

 

1.4 Текстурні методи 

Людська зорова система володіє винятковою здатністю до ідентифікації та 

розрізнення текстур, однак автоматизація цієї функції у межах комп’ютерного 

зору є значно складнішим завданням. Формалізований опис властивостей 

текстури, що дозволяє здійснювати її машинну обробку, становить собою 

нетривіальну задачу. 

Текстуру можна розглядати як впорядковане або частково регулярне 

повторення елементарного візерунка в обмеженій частині зображення. Вона 

формується шляхом комбінації структурних одиниць, що задають домінантний 

масштаб текстурної структури. Тому ефективне представлення текстури 
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зводиться до дослідження базової комірки та характеру її просторового 

відтворення. 

За своєю природою аналіз текстур нагадує вивчення впорядкованих 

структур у фізиці твердого тіла чи кристалографії, де досліджується 

періодичність та просторові закономірності, які можуть змінюватися під 

впливом випадкових факторів. Додатковою складністю є неоднорідність 

масштабу: одна й та сама текстура може демонструвати різні характеристики 

залежно від рівня деталізації. 

У низці прикладних задач, як-от при виявленні об’єктів зі випадковою 

орієнтацією, пріоритетним є не їх положення у просторі, а здатність до 

розпізнавання як окремих об'єктів. У таких випадках використовують 

дескриптори, що не залежать від масштабу та орієнтації, що забезпечує стійкість 

алгоритмів до змін положення або відстані до об’єкта. Водночас, за наявності 

змін текстурних характеристик при зміні масштабу (наприклад, у тканинних 

візерунках чи багаторівневих структурах), повністю масштабно-інваріантні 

підходи виявляються обмеженими. 

Оцінка орієнтації поверхонь також має вирішальне значення для 

просторової реконструкції тривимірної сцени на основі двовимірного 

зображення. Якщо припустити, що текстура поверхні є однорідною, її положення 

в просторі може бути визначене шляхом аналізу напрямку та масштабу 

повторюваного текстурного патерну. 

Незважаючи на інтенсивні дослідження, галузь аналізу текстур досі не має 

узгодженої теоретичної основи, що спричиняє широке використання емпіричних 

і частково емпіричних методів. Утім, навіть елементарні моделі здатні слугувати 

фундаментом для побудови більш складних інструментів текстурного аналізу. 

Для опису текстурних властивостей зазвичай використовують чотири 

ключові дескриптори: 

– середнє значення, що відображає локальну яскравість; 

– дисперсію, яка характеризує ступінь локальної варіативності; 

– орієнтацію, що визначає напрям розташування текстури; 
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– масштаб, який описує розміри структурних елементів. 

Зазначені параметри застосовуються на різних рівнях обробки зображення, 

включно з ієрархічними або багатошаровими схемами. Багаторівнева 

характеристика текстури може бути отримана шляхом повторного застосування 

статистичних оцінок до параметрів орієнтації та масштабу. 

Умовно ці дескриптори поділяються на дві групи: 

– ті, що не змінюються при поворотах або зміні масштабу (середнє 

значення, дисперсія); 

– ті, що залежать від просторової орієнтації та масштабу (орієнтація, 

розмір). 

Така класифікація має важливе значення при розробці ефективних моделей 

текстурного аналізу, оскільки дозволяє оптимізувати структуру алгоритмів та 

забезпечити їх адаптивність завдяки використанню взаємодоповнюючих 

(ортогональних) характеристик. 

 

1.5 Сегментація зображень на основі кластеризації  

Кластеризація являє собою підхід, заснований на формуванні 

відокремлених груп у багатовимірному просторі ознак. Основна мета цього 

методу полягає в тому, щоб розділити сукупність даних на кластери таким 

чином, аби елементи в межах одного кластеру мали максимальну подібність між 

собою. Кожен кластер характеризується індивідуальною структурою та 

геометричною формою, що дозволяє виокремлювати окремі області даних із 

загальної множини [5].  

Кластеризаційний підхід широко використовується в різноманітних 

сферах завдяки своїй універсальності та ефективності. Його характерною 

особливістю є робота з кольоровими характеристиками пікселів, що дозволяє 

здійснювати більш точну обробку зображень у кольоровому форматі. У рамках 

цього методу реалізуються два основні алгоритми – K-means та C-means, кожен 

із яких має свої особливості в розподілі даних за групами. 
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Алгоритм K-means є одним із найвідоміших та найпоширеніших методів 

кластеризації. Його популярність обумовлена поєднанням високої швидкості 

обчислень і достатньої точності при сегментації даних. Суть алгоритму полягає 

у поділі вхідних даних на K кластерів, кожен з яких формується навколо певного 

центроїда – умовного центру кластера. Результативність методу значною мірою 

залежить від початкового розташування цих центроїдів у просторі ознак. 

Кожен елемент, що представлений у вигляді вектора ознак, повинен бути 

віднесений до одного з кластерів на основі мінімальної відстані до центроїда. 

Основна задача алгоритму – мінімізувати суму квадратів відстаней між усіма 

точками та відповідними центроїдами. Цей принцип формалізується у вигляді 

математичної моделі, яка може бути подана наступним чином [5]: 

 

𝑎𝑟𝑔𝑚𝑖𝑛 𝑆 ∑ ∑|𝑥 − 𝑚𝑖|2,

 

𝑥∈𝑆𝑖

𝐾

𝑖=1

 

 

де 𝑚𝑖 – середнє значення векторів у кластері. 

Алгоритм працює за ітеративною схемою, що дозволяє поступово 

підвищувати точність сегментації. Для ефективного виконання кластеризації 

необхідно дотримуватися двох основних етапів: 

1) призначення об’єктів до кластерів – кожен вектор ознак приписується 

до найближчого центроїда на основі обраного критерію відстані (зазвичай 

евклідової); 

 

𝑆𝑖
(𝑡)

= {𝑥𝑝: ‖𝑥𝑝 − 𝑚𝑖
(𝑡)

‖
2

2
≤ ‖𝑥𝑝 − 𝑚𝑗

(𝑡)
‖ ∀𝑗, 1 ≤ 𝑗 ≤ 𝐾}, 

 

де вектор 𝑥𝑝 має відношення тільки до одного з кластерів 𝑆𝑖(𝑡)  

2)  оновити центроїди; 
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𝑚𝑖
𝑡+1 =

1

|𝑆𝑖
(𝑡)

|
∑ 𝑥

𝑥∈𝑆𝑖
(𝑡)

 

 

Завершення роботи алгоритму настає тоді, коли призначення векторів до 

кластерів стабілізується, тобто не відбувається подальших змін у розподілі – це 

свідчить про досягнення стійкого розв’язку. Основним недоліком цього підходу 

є сильна залежність результату від початково обраних положень центроїдів, що 

може впливати на якість кластеризації. 

Алгоритм C-means розглядається як вдосконалення K-means, оскільки 

дозволяє враховувати ступінь належності кожного елемента до кількох кластерів 

одночасно, що підвищує гнучкість класифікації. Основні етапи реалізації цього 

методу включають: 

1) визначення початкових координат центроїдів; 

2) обчислення матриці належності, яка відображає, наскільки сильно 

кожен об’єкт пов'язаний із конкретним кластером: 

 

𝜇𝑖𝑗 =
1

∑ (
𝑑𝑖𝑗

𝑑𝑖𝑘
)

2
𝑚−1

𝐶
𝑘=1

 

 

де 𝑑𝑖𝑗 – це відстань між I вектором та j центроїдом, параметр 𝑚 ∈ [1, ∞] контролює 

нечіткість кластерів, чим більше тим нечіткіше;  

3) обчислення центроїдів: 

 

𝜇𝑗 =
∑ 𝜇𝑖𝑗

𝑚𝑥𝑖
𝑛
𝑖=1

∑ 𝜇𝑖𝑗
𝑚𝑛

𝑖=1

, ∀𝑗 = 1, 𝐶.̅̅ ̅̅ ̅̅  ; 

 

 

4) повторити попередні кроки, поки не буде виконуватися умова, що 

функція втрат зменшується після кожної ітерації: 
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𝜇𝑗 =
∑ 𝜇𝑖𝑗

𝑚𝑥𝑖
𝑛
𝑖=1

∑ 𝜇𝑖𝑗
𝑚𝑛

𝑖=1

, ∀𝑗 = 1, 𝐶.̅̅ ̅̅ ̅̅  

 

1.6 Нейромережеві підходи до побудови контурного зображення 

З погляду інженерії, штучна нейронна мережа являє собою паралельну 

розподілену інформаційно-обчислювальну структуру, що складається з 

взаємозв’язаних елементарних обчислювальних компонентів (як однакових, так 

і різних за типом). Така система здатна накопичувати емпіричні дані, 

здійснювати їх узагальнення й надавати результати у формі, зручній для 

подальшого аналізу та підтримки процесу прийняття рішень [6]. 

Елементи нейронної мережі, відомі як штучні нейрони, виконують роль 

базових обчислювальних одиниць і є спрощеним аналогом біологічних нейронів. 

У контексті теорії штучних нейронних мереж нейрон розглядається як 

функціональний блок, що здійснює відображення з n-вимірного простору 

вхідних сигналів – які надходять або від інших нейронів, або ззовні – у 

відповідний вихідний простір. У більшості випадків нейронні мережі побудовані 

з однотипних елементів, тобто мають гомогенну структуру. Проте також існують 

гетерогенні архітектури, що поєднують нейрони різних типів. 

На рисунку 1.6 представлено схему будови штучного нейрона. Його вхідні 

сигнали 𝑥𝑖(𝑖 = 1, 𝑁̅̅ ̅̅ ̅) є результатом роботи інших нейронів і подаються з 

відповідними ваговими коефіцієнтами, які моделюють синаптичні зв’язки за 

аналогією з біологічною системою.  

 

 

Рисунок 1.6 – Структура штучного нейрона  
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Вхідна функція fвх виконує обробку зважених сигналів, після чого 

результат передається на активаційну функцію fа. Підсумковий вихід нейрона y 

формується шляхом обробки виходу активаційного блоку за допомогою вихідної 

функції fвих. Таким чином, повне нелінійне перетворення вхідного вектору 

сигналів x у вихідний сигнал y може бути представлено у вигляді такої 

узагальненої функціональної залежності: 

 

𝑦 = 𝑓вих(𝑓а(𝑓вх(𝑥, 𝑤))). 

 

Штучні нейронні мережі за своєю архітектурою поділяються на два 

основні типи: 

– мережі з прямим розповсюдженням сигналу (feedforward); 

– мережі зі зворотним зв’язком, або рекурентні (recurrent). 

До першої категорії, тобто мереж із прямим поширенням, належать: 

1. Одношаровий персептрон – базовий тип нейронної мережі, що 

складається лише з вхідного та вихідного шарів. Зазвичай застосовується для 

розв’язання задач класифікації з простою структурою. 

2. Багатошаровий персептрон (MLP) – нейронна мережа, що має один або 

кілька прихованих шарів між входом і виходом. Завдяки своїй гнучкості 

використовується як для задач класифікації, так і для регресійного аналізу. 

Схематичне зображення такої архітектури наведено на рисунку 1.7. 

Зображений персептрон має N входів шарів, M виходів і K шарів, перший 

з них має S нейронів і є вхідним, k-й складається з M нейронів і є вихідним. Інші 

шари є прихованими. Цей персептрон описується рівнянням: 

 

𝑦 = 𝑓(𝑘)[𝑤(𝑘) … 𝑓(2)[𝑤(2)𝑓(1)[𝑤(1)𝑥 + 𝑏(1)] + 𝑏(2) … + 𝑏(𝑘)], 

 

де 𝑤(𝑖) – матриця ваг i-го шару; 𝑏(𝑖)- вектор зсувів i-го шару.  
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Рисунок 1.7 – Багатошаровий персептрон  

 

На рисунку 1.7 позначено:  𝑧𝑖
(𝑗)

– зважена сума входів і-го нейронаj-го шару; 

f – порогова активаційна функція. 

Класифікація задач, у яких застосовується перцептрон, може бути подана 

в такій формі: 

1. Розпізнавання образів. Суть цієї задачі полягає у визначенні належності 

вхідного сигналу – представленого у вигляді вектора ознак (наприклад, 

звукового фрагмента або рукописного символу) – до одного чи декількох 

наперед заданих класів. Серед найвідоміших прикладів використання – 

розпізнавання літер, мовних сигналів, електрокардіограм, типів клітин крові, а 

також застосування у біометричних системах і сканерах. 

2. Кластеризація та категоризація. Цей тип задачі, який також називають 

"безнаглядною класифікацією", не передбачає наявності навчальної вибірки з 

маркованими класами. Кластеризаційні алгоритми ґрунтуються на подібності 

між об’єктами та групують схожі елементи в один кластер. Такі методи широко 

застосовуються для вилучення знань, стискання даних і вивчення їхніх 

властивостей. 
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3. Функціональна апроксимація. Задача зводиться до побудови оцінки 

невідомої функції за наявними вхідними й вихідними даними. Цей підхід є 

ключовим у багатьох галузях технічного та наукового моделювання. Наприклад, 

він може використовуватися для пригнічення шуму у сигналі незалежно від його 

змісту. 

4. Прогнозування. Методи прогнозу відіграють важливу роль у підтримці 

прийняття рішень у бізнесі, науці та технічних системах. Типовими прикладами 

є передбачення динаміки на фондових ринках або прогноз погоди на основі 

історичних даних. 

5. Оптимізаційні задачі. Багато задач у математиці, економіці, техніці, 

медицині та статистиці формулюються як задачі оптимізації. Основна мета 

алгоритму полягає у знаходженні такого рішення, яке б відповідало 

встановленим обмеженням і забезпечувало максимум або мінімум цільової 

функції. 

6. Системи керування. У разі динамічної системи, яку описують вектори 

керувального сигналу, поточного стану та виходу, типовим завданням є 

визначення такого керувального впливу, що забезпечує досягнення системою 

заданої цілі в конкретний момент часу. Прикладами можуть слугувати 

оптимальне регулювання двигуна або системи керування кораблями й літаками. 

Перцептрони мають широке застосування, однак у більшості зазначених 

випадків використовуються не одиничні моделі, а багатошарові перцептрони, що 

складаються з декількох рівнів формальних нейронів. У наступному розділі буде 

розглянуто причини, через які класичний перцептрон Розенблатта не придатний 

для розв’язання складних задач класифікації. 

У процесі класифікації навчена нейронна мережа обчислює комбінований 

вхід нейрона, після чого результат передається через жорстку порогову функцію 

активації. Вихід цієї функції приймає значення +1 або 0. На основі отриманого 

вихідного значення приймається класифікаційне рішення: + – вхідний сигнал 

належить до класу A, 0 – вхідний сигнал належить до класу B. 



  26 
 

Таким чином, перцептрон розділяє простір ознак на дві області рішень, які 

відокремлюються гіперплощиною. На рисунку 1.8 наведено приклад для 

двовимірного простору ознак, де така гіперплощина перетворюється на пряму 

лінію. Її положення визначається значеннями синаптичних ваг і зсувом у функції 

активації. 

 

 

Рисунок 1.8 – Роздільна пряма, що розмежовує дві вирішальні області 

 

Щоб перцептрон міг виконувати класифікацію об’єктів, необхідно задати 

відповідні значення синаптичних ваг і зсуву функції активації. Саме це і 

становить суть навчання: підбір таких параметрів, які дозволяють побудувати 

розділяючу гіперплощину, що ефективно відокремлює об’єкти різних класів. 

Такі множини, для яких існує можливість визначити відповідні вагові 

коефіцієнти, називаються лінійно роздільними. 

На рисунку 1.9 показано приклад, коли два набори даних не можуть бути 

розмежовані гіперплощиною через свою лінійну нероздільність. 

 

 

 

Рисунок 1.9 – Випадок лінійної нероздільності множини білих і множини 

чорних точок 
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Білі точки не можуть бути відокремлені від чорних за допомогою однієї 

прямої лінії. Така ситуація свідчить про лінійну нероздільність множин 

аргументів, що відповідають різним значенням функції. Це, зокрема, означає, що 

логічна операція «виключне АБО» (XOR), яка широко використовується в 

цифровій логіці, не може бути реалізована за допомогою одного формального 

нейрона. 

Зі зростанням кількості вхідних аргументів проблема ускладнюється: 

відносна кількість функцій, які мають властивість лінійної роздільності, стрімко 

зменшується. Відповідно, звужується і набір функцій, які можуть бути 

змодельовані перцептроном. 

Запропонований Ф. Розенблаттом у 1958 році метод навчання передбачає 

поступову ітераційну зміну вагового вектора з метою поетапного зменшення 

помилки у вихідних результатах. 

Необхідно навчити перцептрон виконувати побудову контуру на основі 

вихідного фотографічного зображення. Для цього вхідні дані формуються 

шляхом накладання квадратного рецепторного поля на піксельну матрицю 

навчального зображення. Вихід перцептрона обчислюється на основі значень 

пікселів, що входять у відповідне рецепторне поле. Далі отримане значення 

порівнюється з еталонним (цільовим), яке зчитується з відповідного пікселя 

цільового зображення. Якщо вихідне значення перцептрона не збігається з 

цільовим, виконується оновлення вагових коефіцієнтів. 

На рисунку 1.10 представлено схему процесу навчання перцептрона для 

побудови контурів. 

Є два підходи до навчання багатошарового персептрона: лінійний (on-line) 

та пакетний (off-line) режими. Обидва методи реалізуються за епохами та мають 

на меті мінімізувати помилку між бажаним виходом (еталонною контурною 

маскою) і фактичним результатом роботи мережі. 
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Рисунок 1.10 – Схема навчання перцептрона контурного пошуку 

 

 Навчання по одному зразку: 

1. Усім вагам персептрона Wi, i= 9,0 , присвоїти нульові значення або 

ініціалізувати їх випадковим чином із деякого симетричного інтервалу, 

наприклад: [-0.3 , 0.3]. 

2. Поставити p=1 і встановити норму навчання ( 1,0 . 

3. Для навчального зразка Xp=(1, xip| i= 9,1 ) обчислити: 


=

=
9

0i

iiWXnet  и Out=𝑓(𝑛𝑒𝑡) =
1, якщо 𝑛𝑒𝑡 ≥ 0
0, якщо 𝑛𝑒𝑡 <  0

. 

4. Обчислити модифікацію всіх вагWi, i= 9,0 , згідно з виразом: 

Wi (p+1)=wi(p)+ (tp-Out)*xip. 

5. Поставити p=p+1; якщо pP, перейти до п.3; інакше зупинитися. 

Пакетне навчання здійснює накопичення змін ваг протягом усієї епохи: 
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1. Усім вагам персептрона Wi, i= 9,0 , присвоїти нульові значення або 

ініціалізувати їх випадковим чином із деякого симетричного інтервалу, 

наприклад: [-0.3 , 0.3]. 

2. Встановити норму навчання ( 1,0 . 

3. Встановити номер епохи навчання h=1. 

4. Для всіх вагових поправок  Wi, , i= 9,0 , покласти Wi=0. 

5. Встановити лічильник числа зразків p=1. 

6. Для навчального зразка Xp=(1, xip| i= 9,1 ) обчислити: 

 

𝑛𝑒𝑡 = ∑ 𝑥𝑖𝑝𝑤𝑖
9
𝑖=0  та Out =(𝑛𝑒𝑡) =

1, якщо 𝑛𝑒𝑡 ≥ 0
0, якщо 𝑛𝑒𝑡 <  0

. 

 

7. Для всіх ваг персептрона обчислити вагові поправки Wi, i= 9,0 , згідно 

з правилом Wi=Wi+ (tp-Out)*xip. У режимі off-line вагові поправки  Wi, i= 9,0 , 

накопичують зміни ваг, які відповідають кожному зразку h-ї епохи навчання. 

8. Покласти p=p+1; якщо pP, перейти до п.6. 

9. Виконати модифікацію всіх ваг Wi, i= 9,0 , згідно з правилом Wi=Wi+ Wi. 

10. Установити нове значення норми навчання  −= , де   )1,0  – 

крок зменшення норми навчання.  

11. Покласти h=h+1; якщо hH, де H – кількість епох навчання, перейти до 

п.4; інакше зупинитися. 

У режимі on-line навчання також здійснюється за епохами. При цьому 

лінійний алгоритм навчання повторюється H разів, де H – кількість епох 

навчання, за умови, що перехід до нової епохи навчання  супроводжується 

зменшенням норми навчання   на величину   )1,0 .  

Навчання персептрона контурного пошуку здійснюється з використанням 

чорно-білого малюнка з 256-ма відтінками (від 0 до 255) сірого кольору. 

Вихідний малюнок необхідно інтерпретувати як матрицю, що складається з N і 

M пікселів. Перегляд пікселів вихідного зображення здійснюється шляхом 
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послідовного накладення з перекриттям рецепторного поля персептрона на 

вихідне зображення. Таким чином, для отримання контурного малюнка 

необхідно послідовно N*M разів поєднати центр рецепторного поля персептрона 

з пікселями вихідного зображення. 

Під час накладання рецепторного поля персептрона на крайові пікселі 

зображення частина елементів рецепторного поля будуть виходити за межі 

зображення. У цьому разі вважатимемо, що на елементи рецепторного поля, які 

вийшли за межі вихідного зображення, як вхідне значення подають 0, що 

відповідає чорному кольору. 

Перегляд усього вихідного зображення необхідно інтерпретувати як одну 

епоху навчання, що складається з N*M зразків. У процесі навчання для кожної 

епохи необхідно фіксувати загальну кількість розбіжностей між цільовими 

значеннями tp, p= NM,1 , і фактичними значеннями виходу Out персептрона. 

Фіксована кількість розбіжностей під час переходу то однієї епохи навчання до 

іншої характеризуватиме необхідність процесу навчання. 

Одним із ключових етапів розробки нейронної моделі є вибір методу її 

навчання. У рамках даного дослідження були розглянуті та адаптовані класичні 

підходи до навчання штучних нейронних мереж, зокрема алгоритм зворотного 

поширення помилки (backpropagation), метод лінійного пошуку, підхід довірчих 

областей і концепція лінійної мережі. 

Алгоритм зворотного поширення помилки є найбільш поширеним 

методом навчання багатошарового персептрона. Його суть полягає у визначенні 

вектора градієнта функції помилки, що вказує напрям найшвидшого зменшення 

похибки. Під час навчання здійснюється покрокова корекція вагових 

коефіцієнтів пропорційно до величини градієнта, а швидкість навчання 

регулюється спеціальним параметром – коефіцієнтом навчання. Процес є 

ітеративним і виконується по епохах, у межах яких модель проходить через усі 

навчальні приклади. 

Метод лінійного пошуку базується на ідеї вибору напрямку руху у просторі 

ваг, уздовж якого здійснюється пошук точки мінімуму функції помилки. 



  31 
 

Найчастіше таким напрямком є градієнт функції, однак через потенційну 

неефективність (зокрема, у випадку складних геометричних форм функції 

помилки) також застосовуються методи, що використовують спряжені напрями, 

як-от метод спряжених градієнтів. Останній дозволяє швидше досягти мінімуму, 

зменшуючи кількість необхідних епох. 

Метод довірчих областей, зокрема алгоритм Левенберга-Маркарта, 

базується на припущенні, що функція помилки є локально гладкою. У цьому 

методі визначається область навколо поточної точки, у межах якої здійснюється 

апроксимація функції та вибір наступної точки навчання. Метод дозволяє 

досягти високої швидкості збіжності, але потребує значного обсягу пам’яті та є 

доцільним лише для мереж з одним вихідним елементом [7]. 

Лінійна мережа слугує базовим прикладом архітектури, що не має 

прихованих шарів. Така модель виконує лише лінійне перетворення вхідного 

вектора за допомогою матриці ваг і вектора зміщення. Вона може бути 

ефективною для задач із незначною складністю або за наявності обмеженої 

кількості навчальних даних. Попри простоту, лінійна мережа дозволяє оцінити 

необхідність використання більш складних моделей [8]. 

Мережа радіальних базисних функцій - інформація про образи передається 

із вхідного шару на прихований, що є шаблонним і містить 𝑝 нейронів (рис.1.11). 

Кожен нейрон шаблонного шару, отримуючи повну інформацію про вхідні 

сигнали 𝑥, обчислює функцію: 

 

𝑓𝑖(𝑥) = 𝑓((𝑥 − 𝑐𝑖)𝑇𝑅−1(𝑥 − 𝑐𝑖)), 𝑖 = 1, 𝑝̅̅ ̅̅̅ , 

 

де 𝑥 - вектор вхідних сигналів (𝑁 × 1);  

     𝑐i - вектор центрів (N ×1);  

     R- вагова матриця. 
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Рисунок 1.11 – Структура радіально-базисної мережі 

 

До рекурентних мереж належать: 

1. Мережа Когонена (самоорганізувальна мапа) – мережа складається з M 

нейронів, що утворюють прямокутні решітки на площині – шар (рис.1.12). До 

нейронів, розташованих в одному шарі, що є двовимірною площиною, підходять 

нервові волокна, по яких надходить М-вимірний вхідний сигнал. Кожен нейрон 

характеризується своїм розміщенням у шарі й ваговим коефіцієнтом. 

Розміщення нейронів, у свою чергу, характеризується деякою метрикою й 

визначається топологією шару, при якій сусідні нейрони під час навчання 

впливають один на одного сильніше, ніж розташовані далі. Кожен нейрон 

утворює зважену суму вхідних сигналів з 𝑤𝑖𝑗 > 0  , якщо синапси прискорювальні, 

і 𝑤𝑖𝑗 < 0  - якщо гальмуючі. Наявність зв’язків між нейронами призводить до того, 

що при збудженні одного з них можна обчислити збудження інших нейронів у 

шарі, причому це збудження зі збільшенням відстані від збудженого нейрона 

зменшується. Тому центр реакції шару, що виникає у відповідь на отримане 

роздратування, відповідає місцезнаходженню збудженого нейрона. Зміна 

вхідного сигналу, що навчає, призводить до максимального збудження іншого 

нейрона й відповідно - до іншої реакції шару.  
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Рисунок 1.12 – Модель мережі Когонена 

 

2. Мережа Гопфілда – розроблена Гопфілдом модель асинхронної ШНМ 

має такі ознаки: мережа є одношаровою й містить N нейронів, число яких є 

одночасно числом входів і виходів мережі; кожен нейрон мережі пов'язаний з 

усіма іншими нейронами, а також має один вхід, на який подається вхідний 

сигнал; жоден нейрон не має власного зворотного зв'язку; ваги мережі є 

симетричними, тобто вага зв’язку між i-м й j-м нейронами дорівнює вагам зв'язку 

між j-м й і-м нейронами; кожен нейрон має порогову функцію активації; 

вхідними є двійкові сигнали.  

3. Мережі на основі теорії адаптативного резонансу – теорія адаптивного 

резонансу розроблена для моделювання самоорганізувальної ШНМ 

розпізнавання образів, що має високий ступінь паралелізму архітектури й 

заснована на біологічних й поведінкових даних. Двошарова архітектура мережі, 

запропонована Гроссбергом і Карпентером така, що забезпечується можливість 

її роботи у двох режимах: навчання, коли внутрішні параметри мережі можуть 

змінюватися, і розпізнавання, коли при незмінних параметрах мережі 

відбувається класифікація вхідних образів. 
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1.7 Мета і задачі роботи 

Сегментація зображення є одним із ключових етапів у системах цифрової 

обробки зображень. Її метою є розділення вхідного зображення на окремі області 

– сегменти, які мають спільні візуальні характеристики, що дозволяє спростити 

подальший аналіз і забезпечити ефективне виявлення об’єктів. У контексті 

завдань формування контурного зображення сегментація виконує функцію 

попереднього етапу, який дозволяє виділити межі між об’єктами та фоном, що є 

критично важливим для подальшого контурного опису. 

Процес сегментації зводиться до призначення кожному пікселю певної 

мітки, яка визначає його належність до певного об’єкта або області. Результатом 

є маска, що дозволяє точно ідентифікувати контури об’єктів. Для цього можуть 

використовуватись як класичні евристичні методи (на основі кольору, 

яскравості, контрасту тощо), так і сучасні підходи, що базуються на використанні 

штучних нейронних мереж, здатних до навчання, узагальнення та адаптації до 

нових зображень. 

Особливістю сучасних систем є інтеграція алгоритмів глибокого навчання 

для підвищення точності сегментації. Такі моделі, зокрема перцептрони та 

згорткові нейронні мережі, дають змогу не лише виявляти межі об’єктів на 

зображеннях, а й формувати високоточні контурні представлення, навіть в 

умовах зашумлення або неоднорідного освітлення. 

У межах даної роботи ставиться завдання розробити програмне 

забезпечення для формування контурного зображення, яке поєднує попередню 

сегментацію зображення з подальшим застосуванням нейронної мережі для 

точного виділення контурів. Система повинна мати можливість обробки 

вхідного зображення, його перетворення в градації сірого, фільтрації, 

сегментації із застосуванням градієнтних методів (Собеля, Прюітта, Кенні) та 

подальшого навчання моделі нейронної мережі для генерації контурної маски. 

Реалізація даної системи повинна враховувати вимоги до адаптивності, 

швидкодії, точності локалізації об’єктів і візуальної наочності результатів, а 

також передбачати використання засобів Python та бібліотеки OpenCV. 
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2 РОЗРОБКА ЗАСОБІВ СЕГМЕНТАЦІЇ ЗОБРАЖЕНЬ  

2.1 Розробка послідовності сегментації зображень  

Сегментація є одним з ключових етапів у системах цифрової обробки 

зображень, зокрема в задачах формування контурного представлення. Основна 

мета цього етапу – поділ зображення на однорідні за певними ознаками області, 

що спрощує подальший аналіз, класифікацію або виявлення об’єктів. У рамках 

даної роботи сегментація використовується як базовий процес для формування 

вхідних даних до штучної нейронної мережі (багатошарового персептрона) для 

навчання точного виявлення контурів. 

Виходячи з обраного підходу, було реалізовано наступну послідовність 

обробки зображення: 

1) перетворення зображення у градації сірого – дозволяє зменшити обсяг 

даних і сконцентрувати увагу на інтенсивності пікселів без урахування кольору, 

що є ефективним для задач виявлення контурів; 

2) зміна розміру зображення до стандартного формату (128×128) – 

забезпечує уніфікацію вхідних даних для подальшої обробки та навчання 

нейромережі; 

3) обчислення градієнтів за допомогою оператора Собеля – дозволяє 

виявити напрямки та інтенсивність змін яскравості, що лежать в основі побудови 

первинної контурної маски; 

4) побудова первинної контурної маски – за допомогою порогування 

градієнтної величини (понад 75-й перцентиль) формується бінарна маска, яка 

відображає еталонні контури; 

5) формування вхідних векторів ознак – для кожного пікселя формується 

вектор, що включає значення 7×7 сусідніх пікселів, градієнти sobel x/y, а також 

координати (i, j) (такий підхід забезпечує врахування як локального оточення, 

так і положення пікселя на зображенні); 

6) масштабування ознак (minmaxscaler) – нормалізація даних забезпечує 

рівнозначність усіх ознак при навчанні персептрона; 
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7) розподіл на тренувальний і тестовий набори – з метою об’єктивної 

оцінки якості моделі, вибірка поділяється у пропорції 70% на тренування та 30% 

на тестування; 

8) навчання штучної нейронної мережі (mlpclassifier) – використовується 

багатошаровий персептрон із трьома прихованими шарами (128-64-32 нейрони) 

та функцією активації relu (в якості мети навчання виступає бінарна еталонна 

маска); 

9) оцінка точності на тестовій вибірці – дозволяє кількісно оцінити 

здатність моделі до генералізації на нових даних; 

10) генерація контурної маски на нових зображеннях – після навчання 

модель використовується для прогнозування контурів на нових прикладах; 

результати візуалізуються у вигляді зображень із нанесеними сегментами [9]. 

Запропонований підхід поєднує класичні методи обробки зображень з 

нейронними мережами, що дозволяє забезпечити високу стійкість до шумів і 

варіацій вхідних даних. Таким чином, сегментація в даному проєкті виступає не 

лише етапом підготовки даних, а й основною процедурою, що забезпечує якісне 

формування контурного представлення зображень. 

 

2.2 Розробка алгоритму сегментації зображення на основі 

багатошарового персептрона 

Багатошаровий персептрон (БШП) є класичним видом штучної нейронної 

мережі, який широко використовується для задач класифікації та сегментації 

зображень. Його здатність моделювати складні нелінійні залежності дозволяє 

ефективно розв’язувати завдання виявлення контурів на зображеннях. 

Процес сегментації на основі БШП реалізується через побудову навчальної 

вибірки, навчання моделі та подальше прогнозування контурів. У роботі 

реалізовано наступний алгоритм: 

1. Завантаження зображення – зображення конвертується у відтінки сірого 

(cv2.cvtColor) та зменшується до розміру 128×128 пікселів для уніфікації й 

оптимізації обчислень. 
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2. Формування контурної еталонної маски – за допомогою градієнтного 

оператора Собеля (cv2.Sobel) обчислюється градієнт по X та Y напрямах. Потім 

обчислюється модуль градієнта, який нормується порогом (75-й перцентиль), 

після чого формується бінарна маска (0 – фон, 1 – контур). 

3. Формування векторів ознак для навчання – для кожного пікселя 

формується вектор, який включає: 

– значення пікселів у вікні 7×7 навколо пікселя; 

– значення градієнтів Sobel по X та Y; 

– координати пікселя (i, j). 

4. Масштабування ознак – для забезпечення коректної роботи моделі всі 

ознаки нормалізуються в діапазон [0, 1] за допомогою MinMaxScaler. 

5. Розподіл даних на тренувальний і тестовий набори – виконується поділ 

у пропорції 70/30 за допомогою train_test_split. 

6. Побудова архітектури нейромережі – модель MLPClassifier включає три 

приховані шари з кількістю нейронів 128, 64 та 32 відповідно. В якості функції 

активації використовується ReLU, а метод оптимізації базується на зворотному 

поширенні помилки (backpropagation). 

7. Навчання моделі – мережа навчається на тренувальній вибірці, 

коригуючи ваги згідно з цільовими значеннями (0 – фон, 1 – контур). Кількість 

ітерацій обмежено до 500. 

8. Оцінка точності – проводиться тестування моделі на відкладеній частині 

даних, обчислюється точність класифікації. 

9. Формування остаточного контурного зображення – навчену модель 

застосовують до першого зображення із вибірки. Результатом є прогнозована 

контурна маска, яка візуалізується поряд з оригінальним зображенням та 

еталонною маскою.  

Нижче наведено фрагмент реалізації алгоритму: 

from sklearn.neural_network import MLPClassifier 

from sklearn.preprocessing import MinMaxScaler 

from sklearn.model_selection import train_test_split 
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mlp = MLPClassifier(hidden_layer_sizes=(128, 64, 32), activation='relu', 

alpha=0.01, max_iter=500, verbose=True) 

mlp.fit(X_train, y_train) 

accuracy = mlp.score(X_test, y_test) 

print(f'Точність: {accuracy:.4f}') 

Застосування багатошарового персептрона забезпечує більш точне й 

адаптивне виділення контурів порівняно з класичними алгоритмами. До переваг 

належить здатність моделі враховувати локальний контекст та координати, що 

дозволяє підвищити стійкість до шумів і неоднорідного освітлення. Серед 

недоліків – підвищені обчислювальні витрати та потреба в достатньому обсязі 

даних для якісного навчання [10]. 

 

2.3 Розробка алгоритму попередньої обробки зображень  

Попередня обробка зображень є невід’ємною складовою етапу підготовки 

даних для сегментації, особливо при використанні нейронних мереж, зокрема 

багатошарового персептрона (БШП). Якість попередньої обробки суттєво 

впливає на точність і стабільність навчання моделі [11]. 

У процесі сканування чи оцифрування зображення часто зазнає впливу 

шумів – як адитивних, так і імпульсних. Для зменшення таких завад доцільно 

використовувати згладжувальні фільтри. У роботі застосовано Гаусове 

згладжування, яке приглушує високочастотні коливання, зберігаючи при цьому 

основні контурні структури. 

import cv2 

import numpy as np 

img = cv2.imread("image.png", cv2.IMREAD_GRAYSCALE) 

smooth = cv2.GaussianBlur(img, (5, 5), sigmaX=1.0) 

У випадках значного імпульсного шуму додатково може бути використано 

адаптивну медіанну фільтрацію, яка змінює розмір вікна залежно від локальних 

характеристик. Такий підхід доцільно застосовувати для зображень із сильними 

точковими спотвореннями. 
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Після згладжування зображення нормалізується до діапазону [0, 1], що 

забезпечує сталість масштабів ознак при подачі до мережі: 

norm = smooth / 255.0 

Наступним етапом є градієнтне перетворення, яке дозволяє виявити зміни 

інтенсивності пікселів – ознаку наявності меж між об'єктами. Для цього 

використовуються оператори Собеля у двох напрямках: 

sobelx = cv2.Sobel(smooth, cv2.CV_64F, 1, 0, ksize=3) 

sobely = cv2.Sobel(smooth, cv2.CV_64F, 0, 1, ksize=3) 

sobel_mag = np.sqrt(sobelx**2 + sobely**2) 

Таким чином, побудова градієнтної карти дозволяє сформувати попередню 

маску, яка позначає потенційні контури. В подальшому вона використовується 

для формування міток (векторів відповідей) для навчання моделі. 

Узагальнений алгоритм попередньої обробки зображень включає: 

– зчитування зображення та перетворення його у відтінки сірого; 

– згладжування за допомогою Гаусового фільтра; 

– масштабування інтенсивностей до діапазону [0, 1]; 

– обчислення градієнтів Sobel по X та Y осях; 

– об’єднання градієнтів у карту градієнтної величини; 

– побудова попередньої контурної маски (через порогування градієнта). 

Такий підхід дозволяє значно покращити вхідні характеристики 

зображення, зменшити вплив шуму, забезпечити сталу масштабованість і 

підготувати дані до ефективного навчання БШП. Завдяки попередній обробці 

нейромережа отримує чіткіші та інформативніші ознаки, що позитивно 

позначається на точності сегментації зображень. 

 

2.4 Розробка програми сегментації зображень на основі 

багатошарового персептрона  

У розробленому підході до сегментації цифрових зображень реалізовано 

метод машинного навчання на базі багатошарового персептрона (БШП). Система 
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створена як інтерактивний програмний продукт з використанням мови Python, 

бібліотек OpenCV, NumPy, scikit-learn та Matplotlib. 

Основні етапи реалізації включають: 

1. Завантаження вхідного зображення через елемент інтерфейсу 

files.upload(). Підтримуються формати .png та .jpg. 

2. Попередня обробка зображення, яка включає: 

– приведення до відтінків сірого; 

– згладжування зображення Гаусовим фільтром для зменшення шуму; 

– нормалізацію інтенсивностей пікселів до діапазону [0, 1]. 

3. Градієнтне перетворення зображення здійснюється за допомогою 

оператора Собеля у двох напрямках (по X та по Y), на основі яких формується 

контурна маска. 

4. Формування ознак для навчання: 

– для кожного пікселя обчислюється локальне вікно (наприклад, 7×7 патч); 

– додаються градієнти Sobel по X і Y; 

– координати пікселя (i, j); 

– отриманий вектор ознак подається на вхід нейронної мережі. 

5. Створення навчальної вибірки: в якості цільових міток (labels) 

використовуються бінарні значення, отримані автоматично шляхом порогування 

модуля градієнта (еталонна маска). 

6. Навчання моделі: використано MLPClassifier із трьома прихованими 

шарами на 128, 64 та 32 нейрони відповідно. Як функцію активації використано 

ReLU, а для оптимізації – стохастичний градієнтний спуск з регуляризацією. 

Фрагмент реалізації: 

from sklearn.neural_network import MLPClassifier 

model = MLPClassifier(hidden_layer_sizes=(128, 64, 32), max_iter=500, 

verbose=True) 

model.fit(X_train, y_train) 

y_pred = model.predict(X_test) 

contour_mask = y_pred.reshape(img.shape) 
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plt.imshow(contour_mask, cmap='gray') 

plt.title('Контури з MLP') 

plt.show() 

7. Результат обробки: після проходження через мережу кожному пікселю 

присвоюється клас (контур або фон), на основі чого формується контурна маска. 

Її можна зберегти для подальшого аналізу. 

Розроблене програмне забезпечення реалізує такі функції: 

– завантаження вхідних зображень та автоматичне створення еталонної 

маски; 

– попередня обробка зображень (фільтрація, нормалізація, побудова 

градієнтної карти); 

– формування навчальної та тестової вибірки; 

– навчання багатошарового персептрона; 

– побудова сегментованого зображення (контурної маски); 

– візуалізація та збереження результатів. 

Розроблене програмне забезпечення повинно забезпечувати високу 

ефективність при роботі з зображеннями різного рівня складності (у випадках з 

неоднорідним освітленням або присутністю шуму). Повний лістинг реалізації 

наведено в додатку А. 
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3 АНАЛІЗ РЕЗУЛЬТАТІВ  

На початковому етапі обробки зображень для виявлення контурів 

необхідно завантажити вихідне зображення, яке буде використовуватись як 

вхідні дані для подальших алгоритмів сегментації (рис. 3.1). 

 

 

 

Рисунок 3.1 – Вхідне зображення для побудови контурного представлення 

 

У подальшому зображення буде перетворено у градації сірого та піддано 

попередній обробці з метою зменшення шумів і підготовки до формування 

вхідних векторів для нейронної мережі.  

Для прикладної реалізації контурного зображення на основі градієнтних 

методів було використано оператор Собеля (рис.3.2), який виявляє границі 

об’єктів шляхом обчислення просторових похідних зображення. Оператор 

поєднує згладжування та диференціювання, що забезпечує стійкість до шуму і 

високу інформативність контурів. 
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Рисунок 3.2 – Контурне зображення, отримане за оператором Собеля 

 

Наступним методом для формування контуру було використано оператор 

Прюітта (рис.3.3). Даний оператор має схожу структуру з оператором Собеля, 

проте використовує інші маски для обчислення градієнтів по горизонталі та 

вертикалі.  

 

 

 

Рисунок 3.3 – Контурне зображення, отримане за оператором Прюітта 
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Як видно з рисунка 3.3, оператор Прюітта дозволяє виявити основні 

границі об’єктів із дещо меншою згладженістю, ніж оператор Собеля, що робить 

його придатним для аналізу зображень з чітко вираженими структурами. 

Контури, отримані цим методом, зберігають більшу кількість деталей, проте 

водночас є більш чутливими до локальних флуктуацій інтенсивності. Це може 

бути корисним при створенні навчальної вибірки для персептрона з урахуванням 

варіативності меж об’єктів. 

Для порівняння результатів також було застосовано оператор Робертса – 

один із найпростіших градієнтних методів (рис.3.4). Він обчислює градієнт 

яскравості на основі діагональних різниць у межах 2×2 маски. Незважаючи на 

свою простоту, оператор Робертса дозволяє виявляти різкі зміни інтенсивності, 

що характерно для меж об’єктів. 

 

 

 

Рисунок 3.4 – Контурне зображення, отримане за оператором Робертса 

 

Як видно з рисунка 3.4, оператор Робертса формує більш чіткі та 

локалізовані контури, однак є вразливим до шумів і не забезпечує такого ступеня 

згладженості, як оператори Собеля чи Прюітта. Цей метод доцільно 

використовувати для зображень з високою роздільною здатністю або в умовах 

попереднього фільтрування.  
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Контурне зображення, отримане за методом Ніблека надано на рис.3.5. 

 

 

 

Рисунок 3.5 – Контурне зображення, отримане за методом Ніблека 

 

Для оцінки якості сегментації зображень було проведено порівняльний 

аналіз методів виділення контурів: Ніблека, Собеля, Прюітта та Робертса. В 

якості еталонної маски умовно використовувалось саме зображення. Результати 

оцінки за ключовими метриками (точність пікселів, середня точність, IoU, 

зважене за частотою IU та середній F1-оцінник) подано в таблиці 3.1. 

Таблиця 3.1 – Порівняння результатів побудови контурного зображення за 

чотирма методами: Собеля, Ніблека, Прюітта та Робертса 

Метод Pixel 

Accuracy 

Mean 

Accuracy 

Mean IoU Frequency 

Weighted IU 

Mean F1-

Score 

Ніблека 0.9603 0.9611 0.9437 0.9532 0.9702 

Собеля 0.7875 0.6143 0.5158 0.6955 0.7296 

Прюітта 0.8064 0.6314 0.5344 0.7122 0.7423 

Робертса 0.8013 0.6246 0.5265 0.7048 0.7387 
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Як видно з таблиці, метод Ніблека забезпечує найвищу якість виділення 

контурів за всіма метриками, зокрема за середнім F1-оцінником, що свідчить про 

його ефективність у якості шаблонної маски для навчання нейронної мережі. 

Градієнтні методи (Собель, Прюітт, Робертс) демонструють нижчі результати, 

що пояснюється меншою стійкістю до локальних варіацій освітлення та шуму. 

Надалі результати, отримані за допомогою методу Ніблека, використовуються як 

еталонна маска для навчання багатошарового персептрона. 

Для навчання нейронної мережі (MLP) найкраще обирати контурну маску, 

яка: має чіткі, повні та безшумні контури, відповідає об’єктам на зображенні за 

формою й розташуванням, має мінімум артефактів і фонових ліній: 

а) Собель – хороший результат, чіткі грані, але є горизонтальні шумові 

смуги. 

б) Прюітт – ще більше шуму, особливо горизонтальних ліній. Не 

підходить. 

в) Робертс – детальний, але контур «пухкий», з подвійними лініями. 

г) Ніблек – найкращий варіант: рівномірна товщина, чіткі краї об’єктів, 

найменше шуму. 

На основі отриманої контурної маски формується вектор цільових значень, 

який використовується для порівняння з виходом нейронної мережі під час 

навчання. Це дозволяє коригувати ваги мережі з урахуванням фактичних меж 

об’єктів. Таким чином, контурна маска виконує роль навчального еталону, що 

підвищує точність класифікації та дозволяє досягти високої якості сегментації в 

процесі автоматизованого аналізу зображень. Використовуємо маску як y_train, 

тобто «правильну відповідь», щоб навчити персептрон розпізнавати контури. 

Зображення «Еталонна контурна маска» та «Результат сегментації з MLP» 

(рис.3.6) є візуально майже ідентичними через те, що багатошаровий персептрон 

(MLP) був навчений на основі цієї ж контурної маски, яка сформована за 

методом Ніблека. 
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Рисунок 3.6 – Результат сегментації зображення за допомогою багатошарового 

персептрона 

 

Під час навчання модель отримала достатньо репрезентативних ознак, 

включаючи локальні значення пікселів, градієнти та координати, що дозволило 

їй точно відтворити закономірності, притаманні межам об'єктів на зображенні. В 

результаті мережа не лише правильно класифікувала більшість пікселів, а й 

навчилася узагальнювати розташування контурів, що і призвело до 

максимальної схожості прогнозованої маски з еталонною. Така відповідність 

свідчить про високу точність сегментації, коректно підібрану архітектуру мережі 

та ефективну попередню обробку зображення. 

Для вивчення особливостей навчання перцептрона, призначеного для 

пошуку контурів, було проведено серію експериментів із варіюванням різних 

параметрів. У всіх дослідженнях використовувалося одне й те саме початкове 

зображення у форматі файлу «F1.BMP» (рис. 3.7). 
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Рисунок 3.7 – Вихідне зображення «F1.BMP» 

 

 

 

Рисунок 3.8 – Цільове зображення «B1.BMP» 

 

Цільове зображення «B1.BMP» являє собою контур (рис.3.8). За 

результатом експерименту можна виділити деякі закономірності. 
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Як було зазначено раніше, існують два основні режими навчання 

перцептрона: ON-LINE та OFF-LINE. У ході експериментів було встановлено, 

що в режимі ON-LINE навчання відбувається значно ефективніше. Це зумовлено 

особливостями оновлення вагового вектора: у режимі OFF-LINE зміни ваг 

накопичуються протягом усієї епохи і лише після її завершення додаються до 

поточного вектора ваг. Натомість у режимі ON-LINE корекція ваг відбувається 

після кожного окремого навчального прикладу, що забезпечує більшу чутливість 

і адаптивність процесу навчання. 

На нижченаведених графіках (рис. 3.9) відображено динаміку навчання за 

таких умов: 

– перегляд вхідного зображення із використанням методу випадкової 

перестановки порядкових номерів байтів; 

– початкова швидкість навчання: 1.0; 

– крок зміни швидкості навчання: 0.1; 

– цільове зображення: файл «B1.BMP»; 

– число циклів «розкачки» для генератора перестановок: 13; 

– розмір рецепторного поля: 3×3; 

– початковий ваговий вектор: нульовий. 

 
 

а б 

 

Рисунок 3.9 – Процес навчання в режимі ON-LINE (а) та результат навчання в 

режимі ON-LINE (б) 
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Ваговий вектор після навчання: (249.6; 52.5; 245.4; 90.4; -791.9; 51.4; 203.4; 

34.4; 221.6; 40587.6). Кількість розбіжностей: 4308. 

На рисунку 3.10 представлено графік процесу навчання в режимі OFF-

LINE. По осі абсцис (горизонтальній осі) відкладено номери епох навчання, а по 

осі ординат (вертикальній осі) – кількість розбіжностей між виходом порогової 

функції та очікуваним (цільовим) значенням. 

 

 

Рисунок 3.10 – Процес навчання в режимі OFF-LINE 

 

На рисунку 3.11 малюнку представлено результат роботи програми. 

Ваговий вектор після навчання: (2.20363e+06; 146853 2.00699e+06; -221665; -

3.09843e+06; -221935; 2.04743e+06; 181420; 2.23487e+06; -1.20769e+06). 

Кількість розбіжностей: 160214 
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Рисунок 3.11 – Результат навчання в режимі OFF-LINE.  

Розглянемо, як розмір рецепторного поля впливає на швидкість навчання 

нейронної мережі. У межах даного дослідження було реалізовано чотири 

варіанти рецепторного поля розміром 3×3, 5×5, 7×7 та 9×9. Аналіз навчального 

процесу проводиться в режимі ON-LINE, оскільки саме в ньому найбільш чітко 

спостерігається збіжність. Інші параметри залишаються незмінними та мають 

такі значення: перегляд вхідного зображення здійснюється шляхом випадкової 

перестановки порядкових номерів байтів; початкове значення коефіцієнта 

навчання становить 1.0 з кроком зменшення 0.1; цільове зображення задано у 

вигляді файлу «B1.BMP»; число ітерацій ініціалізації генератора перестановок – 

13; ваговий вектор на початку навчання ініціалізується нульовими значеннями. 

Як видно з рисунка 3.12, за меншого розміру рецепторного поля 

перцептрона процес навчання сходиться швидше, ніж за більшого. 
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Рисунок 3.12 - Збіжність процесу навчання за різних розмірів 

рецепторного поля. 

 

У межах даної роботи було реалізовано два підходи до перегляду вхідного 

зображення: послідовний перегляд та формування випадкової перестановки. 

Досліджено, як тип перегляду зображення впливає на збіжність навчального 

процесу. Навчання проводиться за таких фіксованих параметрів: початкове 

значення коефіцієнта навчання – 1.0, крок його зміни – 0.1, цільове зображення 

– файл «B1.BMP», рецепторне поле – 3×3, початковий ваговий вектор заповнено 

нулями, навчання виконується в режимі ON-LINE. 

На рисунку 3.13 представлено графік залежності кількості розбіжностей 

залежно від кількості епох в експерименті. 

З графіка можна спостерігати, що під час лінійного перегляду зображення 

досягається кращий результат порівняно з варіантом випадкової перестановки 

байтів. У подальшому дослідимо, як кількість ітерацій «розкачки» генератора 

випадкових чисел впливає на збіжність навчального процесу в умовах 

випадкового порядку перегляду. 
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Рисунок 3.13 – Збіжність процесу навчання за різних типів перегляду вихідного 

зображення 

 

Тривалість навчання персептрона залежить як від способу реалізації 

перегляду вихідного зображення, так і від порядку, в якому цей перегляд 

здійснюється. 

Для забезпечення зчитування даних з вхідного зображення було 

реалізовано спеціальний клас MemPGM. Цей клас здійснює зчитування 

інформації з файлу під час ініціалізації об’єкта та дозволяє завантажити 

зображення повністю в оперативну пам’ять. Завдяки використанню платформи 

Win32, де доступна значна кількість оперативної пам’яті, можна зберігати 

повний обсяг зображення в пам’яті та здійснювати побайтовий доступ до даних 

шляхом звертання до відповідного масиву. 

У програмі W32ADR, за умови наявності достатнього обсягу ОЗП для 

розміщення як самого зображення, так і програми, реалізовано метод адресного 

сортування в межах оперативної пам’яті, що оптимізує доступ до пікселів. 

Час, витрачений на формування вихідних даних (зокрема, генерацію 

випадкової перестановки), не включається до загального часу навчання, а 
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вважається постійними накладними витратами. Тому цей час можна враховувати 

окремо або додавати до основного часу навчання, не враховуючи вплив 

параметрів навчання. 

У цьому дослідженні було проведено аналіз зміни часу навчання залежно 

від розміру рецепторного поля персептрона. Інші параметри залишаються 

сталими: початкова швидкість навчання – 1.0, крок зміни – 0.1, цільове 

зображення – файл «B1.PGM», початковий ваговий вектор – нульовий, навчання 

– у режимі ON-LINE, кількість епох – 10. 

Результати проведених вимірювань наведено в таблиці 3.2. У ній час, 

витрачений на формування випадкової перестановки, розглядається як фіксовані 

накладні витрати. 

Таблиця 3.2 – Час навчання перцептрона, при різних способах перегляду 

зображення і розмірах рецепторного поля 

Розмір 

рецепторного 

поля 

Час навчання, с 

W16LINE W32ADR 

3×3 31.15 5.401 

5×5 75.63 9.993 

7×7 138.96 17.677 

9×9 225.08 26.464 

Накладні 

витрати 
0.0 0.543 

 

У методі Perceptron::LearnStep(…) під час обчислення вихідного значення 

нейрона (персептрона) здійснюється приведення типу даних з char до double. Це 

зумовлено тим, що значення пікселя зображення представляється одним байтом, 

тоді як вихідна реакція нейрона є числом з плаваючою комою. Формально це 

перетворення відбувається без втрати точності, тому зазвичай не викликає 

труднощів. Проте, через те, що при зчитуванні байтових значень із зображення 
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їх можна зберігати у змінних типу char або unsigned char, виникає 

неоднозначність у значеннях після приведення типів. 

У рамках даної програми тип рецепторного поля має значення саме в 

момент такого перетворення, оскільки впливає на результат обчислення та, 

відповідно, на зміну вагового вектора персептрона. Наприклад, якщо байтове 

значення 0FFh (255 у десятковій системі) привести до типу int з char, результатом 

буде –1, тоді як приведення з unsigned char дасть +255. Така різниця може істотно 

впливати на процес навчання. 

З метою оцінки цього впливу було проведено експеримент, результати 

якого наведено на рисунку 3.14, де продемонстровано ефективність навчання 

персептрона при використанні різних типів даних у рецепторному полі. 

 

 

Рисунок 3.14  – Збіжність процесу навчання за різних типів даних рецепторного 

поля 

Як видно з рисунка, збіжність навчального процесу відбувається швидше 

у випадку, коли рецепторне поле представлено змінними типу char. 

Таким чином, отримані результати свідчать про доцільність використання 

штучних нейронних мереж, зокрема багатошарового персептрона, для задач 

контурного аналізу зображень, особливо в умовах варіативного фону або 

складної структури об’єктів. 
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ВИСНОВКИ 

У ході виконання бакалаврської кваліфікаційної роботи було всебічно 

досліджено, реалізовано та проаналізовано методи формування контурного 

зображення з використанням як класичних градієнтних операторів (Собеля, 

Прюітта, Робертса), так і сучасного підходу на основі багатошарового 

персептрона. Основна увага була зосереджена на порівнянні ефективності цих 

методів у задачах сегментації зображень, а також на оцінці точності, стабільності 

до шуму та здатності до генералізації. 

Градієнтні оператори продемонстрували високу швидкодію та простоту 

реалізації, однак виявилися чутливими до локальних спотворень, рівня шуму та 

параметрів порогування. Особливо це стало помітним у разі обробки зображень 

зі складною текстурою або варіативним освітленням, де межі об’єктів можуть 

бути слабо вираженими. Оператор Ніблека, застосований для формування 

еталонної контурної маски, показав найкращі результати за якісними метриками 

(Pixel Accuracy, IoU, F1-score) і був обґрунтовано обраний як базова модель для 

навчання нейронної мережі. 

Реалізація сегментації на основі багатошарового персептрона (MLP) 

дозволила створити адаптивну модель, яка здатна враховувати локальний 

контекст пікселів, їх положення на зображенні, а також градієнтні 

характеристики. Це дало змогу суттєво підвищити якість сегментації та 

забезпечити високу точність розпізнавання контурів навіть у складних умовах. 

Проведене навчання в режимах on-line та off-line підтвердило ефективність 

динамічного оновлення ваг у режимі on-line, що сприяло швидшій та точнішій 

адаптації моделі. 

Підсумовуючи результати роботи, можна зробити такі основні висновки: 

– реалізовано повний цикл обробки зображення: від попереднього 

згладжування та градієнтного аналізу до формування ознак і навчання штучної 

нейронної мережі; 
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– побудовано власне програмне забезпечення з використанням Python, 

OpenCV та Scikit-learn, яке дозволяє автоматизувати процес контурної 

сегментації; 

– показано, що поєднання класичних методів (градієнтні оператори) та 

методів глибокого навчання (MLPClassifier) забезпечує кращу точність і 

стійкість моделі; 

– доведено доцільність використання методів машинного навчання для 

побудови контурного представлення зображень у задачах комп’ютерного зору, 

медичної візуалізації, автоматизованого контролю та аналізу сцен; 

– результати експериментів засвідчили ефективність запропонованої 

архітектури та методики формування ознак для задач піксельної класифікації. 

У цілому, запропоноване рішення може бути використане як базовий 

модуль у системах розпізнавання зображень, зокрема в медичних, промислових, 

аграрних і транспортних застосуваннях, де критично важливим є точне 

виявлення контурів об’єктів. 
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ДОДАТОК А 

Лістинг програми 

import numpy as np 
import cv2 
import matplotlib.pyplot as plt 
from sklearn.neural_network import MLPClassifier 
from sklearn.preprocessing import MinMaxScaler 
from sklearn.model_selection import train_test_split 
from google.colab import files 
 
# Завантаження зображення 
uploaded = files.upload() 
filename = next(iter(uploaded)) 
image = cv2.imdecode(np.frombuffer(uploaded[filename], np.uint8), cv2.IMREAD_GRAYSCALE) 
if image is None: 
    raise ValueError("Не вдалося відкрити зображення.") 
 
# Параметри 
rows, cols = image.shape 
n_epochs = int(input("Введіть кількість епох: ")) 
learning_rate = float(input("Введіть швидкість навчання: ")) 
step_size = float(input("Введіть крок навчання: ")) 
mode = input("Виберіть режим (online/offline): ").strip().lower() 
 
# Побудова контурної маски методом Ніблека 
def niblack_threshold(img): 
    return cv2.adaptiveThreshold(img, 255, cv2.ADAPTIVE_THRESH_MEAN_C, 
                                 cv2.THRESH_BINARY, 11, -10) 
 
y_mask = niblack_threshold(image) 
 
# Візуалізація маски 
plt.imshow(y_mask, cmap='gray') 
plt.title('Контурна маска (Ніблек)') 
plt.axis('off') 
plt.show() 
 
# Функція для вилучення ознак 
def extract_features(img, size=7): 
    margin = size // 2 
    padded = cv2.copyMakeBorder(img, margin, margin, margin, margin, 
cv2.BORDER_REFLECT) 
    features = [] 
    for i in range(margin, padded.shape[0] - margin): 
        for j in range(margin, padded.shape[1] - margin): 
            patch = padded[i - margin:i + margin + 1, j - margin:j + margin + 
1].flatten() 
            features.append(np.hstack([patch, i, j])) 
    return np.array(features) 
 
# Підготовка навчальних даних 
X = extract_features(image) 
y = (y_mask.flatten() > 0).astype(int) 
 
# Масштабування ознак 
scaler = MinMaxScaler() 
X_scaled = scaler.fit_transform(X) 
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# Розділення для offline 
X_train, X_test, y_train, y_test = train_test_split(X_scaled, y, test_size=0.3, 
random_state=42) 
 
# Визначення нейронної мережі 
mlp = MLPClassifier(hidden_layer_sizes=(128, 64), max_iter=1, 
                    activation='relu', solver='sgd', learning_rate_init=learning_rate, 
warm_start=True) 
 
# Навчання 
if mode == 'offline': 
    print("Режим OFFLINE навчання:") 
    for epoch in range(n_epochs): 
        mlp.fit(X_train, y_train) 
        print(f"Епоха {epoch + 1} завершена") 
elif mode == 'online': 
    print("Режим ONLINE навчання:") 
    for epoch in range(n_epochs): 
        for i in range(len(X_scaled)): 
            mlp.partial_fit(X_scaled[i:i+1], y[i:i+1], classes=[0, 1]) 
        print(f"Епоха {epoch + 1} завершена") 
else: 
    raise ValueError("Режим має бути 'online' або 'offline'.") 
 
# Прогноз 
y_pred = mlp.predict(X_scaled) 
result_mask = y_pred.reshape(image.shape) 
 
# Візуалізація 
plt.figure(figsize=(12, 4)) 
plt.subplot(1, 3, 1) 
plt.imshow(image, cmap='gray') 
plt.title('Вхідне зображення') 
plt.axis('off') 
 
plt.subplot(1, 3, 2) 
plt.imshow(y_mask, cmap='gray') 
plt.title('Еталонна контурна маска (Ніблек)') 
plt.axis('off') 
 
plt.subplot(1, 3, 3) 
plt.imshow(result_mask, cmap='gray') 
plt.title(f'Результат сегментації (режим: {mode})') 
plt.axis('off') 
plt.tight_layout() 
plt.show() 
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